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摘　要：　连接顺序选择是查询优化领域中极具挑战性的研究方向，对于数据库管理系统获得良好的查询性能至

关重要 . 然而，传统优化方法和现有智能优化方法均存在着不足，如规划时间过长、容易得到质量较差的连接计划、编

码未考虑结构特征、依赖基数估计和代价估计使得连接计划无法反映真实的执行时间等 . 针对上述问题，提出了一种

新型基于异步 Dueling DQN（Deep Q-network）和计划时间预测网络的连接优化器：ADP-Join（Asynchronous Dueling 
DQN and Plan Latency Prediction Network for Join Order Selection）. ADP-Join集成了一种新的编码方法，能够区分不同结

构的连接计划 . ADP-Join设计了计划时间预测网络 PLN（Plan Latency Prediction Network）来改善现有基于强化学习优

化器的奖励机制 . 再者，提出异步更新机制改进Dueling DQN模型来提升训练性能和减少训练时间 . 大量的实验结果

表明，在TPC-H和 JOB真实数据集上ADP-Join的性能优于现有的智能优化器 .
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Abstract:　Join order selection is a challenging research topic in the field of query optimization, and it is very impor⁃
tant for database management system to obtain good query performance.  However, both traditional optimization methods 
and existing intelligent optimization methods have disadvantages such as long planning time, easily to obtain poor quality 
join plans, encoding without considering structural characteristics, making join plans unable to reflect the real execution 
time due to dependency on cardinality estimation and cost estimation.  In order to solve the above problems, a new join opti⁃
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mizer ADP-Join (Asynchronous Dueling DQN and Plan latency prediction network for Join order selection) is proposed.  
ADP-Join integrates a new encoding method that can distinguish join plans of different structures.  ADP-Join designs a plan 
latency prediction network to improve the reward mechanism of existing reinforcement learning-based optimizers. Further⁃
more, the asynchronous update mechanism is proposed to improve the Dueling DQN model to improve the training perfor⁃
mance and reduce the training time.  Extensive experimental results show that ADP-Join outperforms existing intelligent op⁃
timizers on real TPC-H and JOB datasets.
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1　引言

查询优化是数据库领域中的重点和难题 . 查询优

化包括连接顺序选择、基数估计以及代价估计［1］. 近

期，在数据库领域中研究人员将查询优化与人工智能

技术结合，取得了一系列不错的成果［2~7］. 但是现有的

优化器还存在着一些缺点：（1） 如Rejoin［8］和DQ［9］等现

有优化器的编码方法不能捕捉连接计划的结构特征，

使得不同结构的连接计划对应相同的编码，进而无法

为后续强化学习算法提供准确的状态表示；（2） 如 Re⁃
join和DQ等现有优化器的奖励机制基于基数估计和代

价估计 . 现实世界的数据通常是非平衡的、相关的，这

将导致错误的基数估计，进而生成次优的连接计划［10］；
（3） 如 Neo［11］等现有优化器的搜索策略基于简单的启

发式搜索算法，不能从全局的角度指导连接顺序选择，

可能忽略没有尝试过的连接计划，进而陷入局部最优

解；（4） 如DQ等现有优化器利用经验回放池［12］进行参

数更新 . 但是，经验回放池存在一些缺点如需要巨大的

存储空间、数据样本由旧策略生成导致训练效果下降、

训练时间长且收敛不稳定以及数据样本的相关性

太强 .
基于上述问题，本文提出一种新型基于异步 Duel⁃

ing DQN 和计划时间预测网络的连接优化器：ADP-

Join. ADP-Join的创新性为：（1） ADP-Join集成了一种新

的编码方法，区分不同结构的连接计划，为 Dueling 
DQN提供准确的状态表示；（2） ADP-Join提出了计划时

间预测网络来改进现有优化器的奖励机制；（3） ADP-

Join基于Dueling DQN，相比简单的搜索策略，ADP-Join
能够从全局角度解决问题，尽可能避免陷入局部最优

解；（4） ADP-Join 利用异步更新机制来改进 Dueling⁃
DQN，提出异步 Dueling DQN 算法，大大加快了训练速

度，节省了存储空间，并提高了ADP-Join的性能 .

2　ADP-Join的架构和关键技术

2. 1　ADP-Join的整体架构和工作机制

如图 1 所示，ADP-Join 包含三个重要的组成部分：

（1） 编码方法，包括对查询语句编码和对连接计划编

码，为Dueling DQN提供准确的状态表示；（2） 计划时间

预测网络，包括 CNN（Convolutional Neural Network）模

型和 GRU（Gate Recurrent Unit）模型［13］，CNN 主要处理

查询语句的编码，GRU主要处理连接计划的编码，能够

捕捉连接计划的结构特征，进而准确预测完整的执行

计划的执行时间，并且使用预测执行时间作为奖励；

（3） 异步 Dueling DQN，包括多个子网络和一个全局网

络，子网络和全局网络均为Dueling DQN且具有相同的

参数数量 . 异步Dueling DQN根据当前部分连接计划的

状态执行相应的动作（选择两个表进行连接），并且确

定所有表的连接顺序 .
ADP-Join 的工作机制分为训练阶段和运行阶段 .

在训练阶段，包括异步Dueling DQN的参数更新过程和

计划时间预测网络的参数更新过程 . 异步Dueling DQN
的参数更新过程：ADP-Join开启多个线程，在每个线程

中不断与数据库管理系统交互，收集基于当前策略产

生的数据样本（包括状态、动作、奖励等信息），用于计

算每一个线程中的子网络的参数梯度，并将每个线程

中的子网络的参数梯度传递给全局网络并更新全局网

络的参数 . 由于很难获得中间过程的奖励，ADP-Join将

中间过程的奖励设置为 0，类似现有基于强化学习的优

化器［4， 5， 8， 9］. 计划时间预测网络的参数更新过程：计划

时间预测网络和数据库的执行器分别对完整的连接计

划给出预测执行时间和真实执行时间，用于更新计划

时间预测网络的参数 .
在运行阶段，首先，ADP-Join对查询语句进行编码

和连接计划进行编码 . 需要注意的是，在初始阶段，所
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有的表并未连接 . 其次，基于初始状态 s0，ADP-Join 选

择两个表进行连接并更新连接计划的编码，初始状态 s0
被转换为下一阶段状态 s1. 接着，ADP-Join根据状态 st-1
执行相应的动作，直到达到终止状态 st（所有表均已经

连接）.
2. 2　ADP-Join的编码方法

编码方法包括查询语句的编码 SQL-Encoding和连

接计划的编码 Join-Plan-Encoding.
2. 2. 1　SQL-Encoding

如图 2 所示，给定查询语句的连接条件包括 A. a=
B. a，A. b=C. b和A. c=D. c. SQL-Encoding将给定查询的

连接条件编码为对称矩阵M，其中，n 表示数据库中所

有表的数量 . M中的元素取值为 0或 1，1表示两个表具

有连接条件，反之为0.

2. 2. 2　Join-Plan-Encoding
连接计划由不同类型的节点（叶子节点和内部节

点）组成 . 叶子节点是指单表 . 内部节点是指多个表连

接后的中间结果集 . Join-Plan-Encoding 对连接计划中

的每个节点进行编码，包括：节点的顺序、节点的类型、

节点中存在的列和列相关的选择谓词 . 具体为：（1） 使
用两位整数编码节点的顺序，例如（00）表示未选择叶

节点，（01）表示第一次选择叶子节点或第一次生成内

部节点，（02）表示第二次选择叶子节点或第二次生成

内部节点，依此类推；（2） 使用独热向量编码节点的类

型，例如，（01）表示左子叶节点，（10）表示右子叶节点，

（11）表示内部节点；（3） 使用独热向量编码节点中存在

的列，其中独热向量的维度为数据库中所有列的数量 .
节点存在某个列则独热向量中对应位置的值则为 1；
（4） 列相关的选择谓词包括选择运算符和给定数值（或

字符串）. 使用独热向量编码选择运算符，例如：（001）
表示等于，（010）表示小于，（100）表示大于 . 使用数据

库现有的直方图统计值编码给定数值，取值范围为

0到1.
2. 3　ADP-Join的计划时间预测网络

计划时间预测网络由CNN模型和GRU组成 . 如图

3所示，将查询语句的编码和完整连接计划的编码输入

到 CNN 和 GRU 模型进行处理 . 将 CNN 模型的输出与

GRU模型的输出进行级联，经过 Sigmoid激活函数层输

出预测执行时间 pred-latency. 最后，使用均方差损失函

数最小化 pred-latency 和真实执行时间 latency 之间的

差距 .
需要注意的是，GRU不适宜处理树形结构的编码 .

通过遍历算法将树形结构的连接计划的编码转换为节

点编码序列集 . GRU 处理节点编码序列集的计算公式

如下：

SELECT * FROM A,B,C,D 

WHERE A.a=B.a 

AND A.b=C.b 

AND A.c=D.c

AND A.a>200

AND C.b<500

A

B

D

C

A

0

1

1

1

B

1

0

0

0

C

1

0

0

0

D

1

0

0

0

 

图2　查询示例与SQL-Encoding
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rm=Sigmoid（xmWr+ ym−1Ur） （2）
zm=Sigmoid（xmWz+ ym−1Ur） （3）

hm=tanh（xmWh+（rm⊙ym−1）Uh） （4）
ym=ym-1⊙zm+ hm⊙（1− zm） （5）

其中，xm为节点编码序列集（x1，x2， …， xn）中的特征向

量，m为下标，0<m<n，n为节点编码序列集中的特征向

量的数量 . ym−1为 xm-1作为输入向量时输出的特征向量，

Sigmoid（·）和 tanh（·）是激活函数，rm、zm和 hm是中间计

算结果，⊙表示哈达玛积，Wr和Ur为重置门的参数矩

阵，Wz和Uz为更新门的参数矩阵，Wh和Uh为用于计算

hm的参数矩阵，ym表示 xm作为输入向量时输出的特征

向量 .
2. 4　ADP-Join的异步Dueling DQN算法

异步 Dueling DQN 算法主要是利用异步更新机制

来改进 Dueling DQN. 异步 Dueling DQN 包括一个全局

网络和多个子网络 . 全局网络和子网络拥有相同的网

络结构和参数数量 . 全局网络为Dueling DQN，包括：输

入层、隐藏层、价值函数层、优势函数层以及输出层 .
Dueling DQN以状态 s作为输入，其中状态 s由查询

语句的编码和连接计划的编码组成，价值函数层输出

状态值V，优势函数层输出动作优势值A，输出层输出Q
值，并由 Q 值确定需要执行的动作 a. 计算 Q 值的公式

如下所示 .
Q（st， at， α，β）=V（st， α）+A（st， at， β） （6）

其中，st表示 t时刻的状态，at表示 t时刻的动作，α 为价

值函数层的参数，β为优势函数层的参数，V（st， α）表示

状态 st的状态价值函数，A（st， at， β）为状态 st时执行动

作 at的动作优势函数 . 由于连接顺序选择的目标是寻

找最小执行时间的执行计划，而Dueling DQN需要最大

化奖励 . 因此，将预测执行时间作为奖励并取负值 . Du⁃
eling DQN的损失函数如下所示 .

loss1=∑
t = 0

T

(pred - latency)−Q(st  at  αβ) （7）
loss2=∑

t = 0

T

γ ×Q(st + 1  at + 1  αβ)−Q(st  at  αβ) （8）
loss3=W1loss1+W2loss2 （9）

其中 loss1表示状态 st为终止状态时的损失函数，loss2表
示状态 st为非终止状态时的损失函数 . pred-latency为预

测执行时间，由计划时间预测网络给出 . γ为折扣因子，

表示未来奖励的影响程度 . γ∈［0， 1］，γ=0表示未来的

奖励没有影响，γ=1表示只关注未来的奖励 . loss3表示

联合损失函数 . 当 st为终止状态时，W1=1 且 W2=0；当 st

为非终止状态时，W1=0且W2=1.
3　ADP-Join的实验评估

3. 1　数据集与实验环境

实验数据集为 TPC-H［14］和 JOB（Join Order Bench⁃
mark）［15］. TPC-H包含 8个表和 22个查询语句模板 . JOB
包含 21 个表和 33 个查询模板，113 个基于查询模板的

查询语句 . JOB 一共包含 3.6 GB 的数据，最大的表有

3 000 万行，查询语句包含的表的数量最多为 17 个，平

均为8个 .
实验服务器配置为 16核 32线程的CPU、128 GB内

存和 2 TB 硬盘 . 数据库为 Postgresql，软件环境为 Py⁃
thon 3.7、TensorFlow 2.0和RLlib3.

实验评估中的对比模型分别为 Rejoin、DQ、Neo、
Alphajoin、QP 和 RD. 其中对比模型的主要参数设置：

RLlib 提供的 PPO 常规参数配置①和 DQN 常规参数配

置②. 实验评估指标为平均相对代价和平均相对延迟 .
3. 2　ADP-Join的代价评估

如图4（a）所示，在 JOB数据集上，ADP-Join的平均相

对代价低于其他方法 . 并且基于强化学习的方法如ADP-

Join、Rejoin、DQ、Neo以及Alphajoin［16］等均优于传统方法

如QP（QuickPick）［17］、RD（Right-Deep）［15］. 如图4（b）所示，

在TPC-H数据集上，ADP-Join的性能依然优于其他方法 .
但是，相比于 JOB数据集，在TPC-H数据集上各个方法的

平均相对代价的差距很小 . 并且基于强化学习的方法和

传统方法的平均相对代价均接近1. 因为TPC-H中查询语

句包含表的数量较少（最多不超过8个），各种方法都容易

为给定查询找到一组最佳连接顺序 . 与TPC-H数据集不

同，JOB数据集的查询语句包含多个表（最多为17个），传

①https://docs.ray.io/en/latest/rllib/rllib-algorithms.html#ppo
②https://docs.ray.io/en/latest/rllib/rllib-algorithms.html#dqn
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统方法很难枚举所有候选连接计划，而基于强化学习方 法能够找到较好连接计划 .

3. 3　ADP-Join的执行时间评估

如图 5（a）所示，在 JOB数据集上，ADP-Join的平均

相对延迟为 0.68，低于其他方法 .ADP-Join 的平均相对

延迟比动态规划方法低 32.0%. 基于强化学习的方法如

ADP-Join、Rejoin、DQ、Neo以及Alphajoin均优于传统方

法 . 并且 Neo 和 Alphajoin 的平均相对延迟低于动态规

划方法 . 然而，传统方法如QP和RD的平均相对延迟均

大于 1. 如图 5（b）所示，在TPC-H数据集上，ADP-Join的

性能优于其他方法 . 并且基于强化学习的方法的平均

相对延迟均远小于 1，传统方法的平均相对延迟均远大

于 1. 换言之，基于强化学习的方法与传统方法的平均

相对延迟的差距很大，与图 4（b）显示的结论相反 . 主要

原因是错误的基数估计导致不准确的代价估计，而执

行时间能够较好地衡量连接计划的质量 .

3. 4　编码方法有效性评估

为了证明 ADP-Join 编码方法的有效性，引入对照

方 法 ADP-Join-Encoding. ADP-Join-Encoding 是 指 将

ADP-Join的编码方法替换为DQ的编码方法，其余组件

与 ADP-Join保持一致 . 如图 6（a）和（b）所示，在 JOB 数

据集上，随着查询语句中表数量的增加，ADP-Join 与

ADP-Join-Encoding的平均相对代价以及平均相对延迟

的差距均增大，因为对于越复杂的多表连接查询，需要

区分不同结构的连接计划，提供更加准确的状态表示，

才能使得优化器生成更好的执行计划 . 并且在平均相

对代价和平均相对延迟方面，ADP-Join 始终小于 ADP-

Join-Encoding.

3. 5　计划时间预测网络有效性评估

为了证明 ADP-Join 的计划时间预测网络的有效

性，引入对照方法 ADP-Join-Cost. ADP-Join-Cost 是指

ADP-Join不使用计划时间预测网络提供的预测执行时

间作为奖励，而是使用数据库优化器提供的估计代价 .
如图 7（a）和 7（b）所示，在 JOB数据集上，ADP-Join的平

均相对代价和平均相对延迟均低于 ADP-Join-Cost. 相

比 Rejoin 和 DQ，ADP-Join-Cost 的平均相对代价和平均

相对延迟更低 . 换言之，即使ADP-Join，Rejoin和DQ均

使用类似的奖励机制，ADP-Join的性能依然优于Rejoin
和DQ. 主要原因是ADP-Join的其余组件依然能够提升

性能 .

图4　基于不同数据集的ADP-Join的代价评估
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3. 6　ADP-Join的异步更新机制有效性评估

为了证明 ADP-Join 的异步更新机制的有效性，引

入 对 照 方 法 ADP-Join-no-Asynchronous. ADP-Join-no-

Asynchronous 是指 ADP-Join 并不设计异步更新机制改

进Dueling DQN. 如图 8（a）和（b）所示，在各个包含不同

数量的表的查询语句集上，ADP-Join 的平均相对代价

和平均相对延迟均低于 ADP-Join-no-Asynchronous. 这

表明异步更新机制能够提升Dueling DQN的性能 .
4　结论与未来工作

本文提出了新型连接优化器 ADP-Join. ADP-Join
能够区分不同结构的连接计划 . ADP-Join 设计了计划

时间预测网络 . 将计划时间预测网络提供的预测执行

时间作为奖励能够避免错误的基数估计导致生成次优

的连接计划 . 此外，提出异步Dueling DQN算法，能够避

免经验回放池的缺点和提高 ADP-Join的性能 . 在未来

的工作中，基于 ADP-Join 进一步地研究端到端的查询

优化器 .
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